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Capitulo 1

Introduccion

Gracias al alto volumen de datos, disponibilidad de éstos, y avances en los campos
de la informadtica, matematicas y estadistica, se han desarrollado modelos (algorit-
mos) de aprendizaje para resolver problemas de alta complejidad. Estos modelos
requieren ser entrenados para mejorar su desempefio por medio de una muestra
significativa de los datos que se tienen disponibles. Los modelos de aprendizaje se
clasifican a partir del grado de intervencién previa. Por lo tanto, si se conocen pre-
viamente los criterios y posibles outputs, el modelo es supervisado, por otra parte,
si el algoritmo tiene criterio propio para modelar es considerado no supervisado.

Los Hidden Markov Models o Modelos de Estados Escondidos de Markov (HMMs)
han sido usados para identificar y estimar regimenes o estados ocultos dentro de
ciertos procesos estocdsticos. Este modelo es considerado como no supervisado gra-
cias a sus caracteristicas, metodologia y outputs.

Los HMM han sido usados aproximadamente durante tres décadas para procesos y
aplicaciones de detecciéon y procesamiento de sefiales. Estos han sido utilizados en
diversos campos de la ciencia, como son:

t Bioinformdtica: analisis de secuencias bioldgicas.
t Ciencias Naturales: prediccion de lluvia, terremotos y direcciéon del viento.

t Finanzas: andlisis y modelaciéon de series de tiempo financieras, enfoque de-
sarrollado en este trabajo.

1 Biofisica: modelacién de canales de iones.
t Biologia: andlisis del comportamiento animal.
1t Medicina: reconocimiento de sefiales de la expresién, escritura y habla.

Los HMMs son modelos en los cuales la distribucién que genera una observaciéon
depende de un estado, el cual a su vez es dependiente de un proceso de Markov
subyacente no observado. Para llegar a la definicién tedrica y propiedades de un
HMM es necesario entender los siguientes axiomas:

t La distribucién marginal de un HMM es una mixture distribution.

t Las cadenas de Markov proveen la definicién del proceso de parametros sub-
yacente de un HMM.

Por ello, en el siguiente capitulo se abordaran las definiciones y propiedades de las
mixture distributions y las cadenas de Markov. Mds adelante se llegard al ntcleo de
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este marco teérico, definir mateméticamente un HMM y entender sus propiedades.

Este trabajo hard uso del HMM para identificar los estados ocultos en una serie de
procesos estocdsticos, siendo especifico, sobre los procesos de precios de algunos ac-
tivos financieros de Estados Unidos. Al identificar estos estados ocultos y junto con
una estrategia de pairs trading se podran capturar sefiales 6ptimas para la ejecucién
de operaciones en el mercado sujeto a unos limites de inversién establecidos por el
modelo de Black-Litterman.



Capitulo 2

Marco Teorico

2.1 Mixture Models

Los mixture models son disefiados para incluir la heterogeneidad en una poblacién, la
cual estd compuesta por grupos no observados. Para aplicar esta clase de modelos,
se asume que cada grupo tiene una distribucion distinta para la variable observable.

Cuando existe un evento que es generado por una serie de distribuciones con dis-
tintas medias, existe un mecanismo aleatorio que elige que pardmetros de las dis-
tribuciones estdn activos, este mecanismo se conoce como proceso de parametros.
Si el proceso de parametros es una serie de variables aleatorias independientes se
considera una independent mixture.

En general, una independent mixture distribution consiste en un ntimero finito m de
distribuciones de componentes y una mixing distribution que selecciona desde estos
componentes. En el caso de dos componentes, la mixture distribution depende de dos
probabilidades o funciones de densidad:

TABLA 2.1: Mixture Distribution para m = 2

Componente 1 2

Probabilidad o Funcién de Densidad  p1(x) p2(x)

Para especificar el componente, se necesita una variable aleatoria C discreta que lleve
a cabo el mixing, para este caso con m = 2 se denotaria como:

C— 1 con probabilidad 01
~ |2 con probabilidad 5 =1—-0

Ya entendiendo para el caso de dos componentes, es véalido generalizar la exten-
sién para m componentes. Denotando dy, ..., d,, las probabilidades asociadas a los
diferentes componentes y py, ..., pn las funciones de densidad de estos. Ahora es
necesario definir X como la variable aleatoria que tiene la mixture distribution. En el
caso discreto la funcién de probabilidad de X esta dada por:
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2.1.1 Momentos

La esperanza de la mixture puede ser denotada en terminos de la esperanza de las
distribuciones de los componentes. Siendo Y; una variable aleatoria con funcién de
probabilidad p;, se tiene:

m m
E(X) =) P(C=1i)E(X|C=i)=)_ &E(Y;)
i=1 i=1
Es més, para una mixture el k—esimo momento es una combinacion lineal de los
k—esimos momentos de los componentes Y;:

2.1.2 Estimacion de Parametros

La estimacién de los pardmetros de una mixture distribution se realiza frecuentemente
por medio de maxima verosimilitud (ML), para el caso de m componentes la funcién
de verosimilitud estaria dada por:

m
L(Gl, .. .,Bm,él,. . .,(5m|x1, e ,xn) = Hz5ipi(xj, 91) (2.1)

Donde 0y,...,0,, son los vectores de parametros de las distribuciones compues-
tas,estas son distribuciones que siguen las variables que se representan por sumas,
41,...,0m son los pardmetros de mezcla de las distribuciones, sumando uno, por
altimo x1, ..., x, son las n observaciones. Para el caso en que cada una de las dis-
tribuciones compuestas sean especificadas por un pardmetro, seria necesario estimar
2m — 1 pardmetros independientes, m valores de 6 y m — 1 valores de 6.

Teniendo en cuenta lo anterior, existen casos donde la maximizacién de la funcién
de verosimilitud no tiene solucién analiticas. Por ello es mds conveniente realizarla
mediante métodos numéricos, la alternativa més utilizada es el algoritmo EM, el
cual serd explicado en las siguientes secciones de este trabajo .

2.2 Cadenas de Markov

El segundo gran bloque para la construccion teérica de los HMMs son las cadenas de
Markov. Para definir este concepto es necesario suponer una secuencia de variables
aleatorias {C; : t € N}, de modo que ésta secuencia es considerada una cadena de
Markov (MC) si satisface la propiedad de Markov:

]P(CH_“CL. . .,Ct) == IP(Ct+1’Ct).

Esta propiedad propone que condicionar el proceso a toda su historia es equivalente
a condicionarlo a su valor mds reciente, es decir a C;, en otras palabras quiere decir
que el proceso no tiene memoria. Por efectos de notacién se definira C'*) como la
historia (C, ..., C;), entonces la propiedad de Markov se reescribiria como:

P(Cp41|CY) = P(Cps1|Cy).
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La propiedad de Markov puede ser considerada la primera relajaciéon del supuesto
de independencia. Las variables aleatorias {C; } son dependientes convenientemente
para efectos matematicos, como se puede observar en el siguiente diagrama, el pasado
y el futuro son dependientes tinicamente a través del presente, es decir, el proceso
que cumpla la propiedad no tiene memoria mds alld de un periodo.

Cadena @@ @

Una caracteristica principal de las cadenas de Markov son las probabilidades condi-
cionales, conocidas como probabilidades de transicién:

]I)(Cs+t’CS - l)

Estas describen la probabilidad de cambio de estado, por ejemplo, la probabilidad
de que el mercado pase de un estado alcista a un estado asociado con crisis. Si estas
probabilidades no dependen de s, la cadena de Markov asociada a estas es consid-
erada homogénea, de otro modo no homogénea. Dado que se tenga una cadena de
Markov homogénea, las probabilidades de transicién son denotadas como:

7ij(t) = P(Cris|Cs = 0)

Ahora se definird la matriz I'(t), cuyo elemento (i, j) esta dado por ;j(t). Esto con el
fin de caracterizar todas las cadenas de Markov estado-espacio finitas homogeneas,
las cuales deben satisfacer la propiedad de las ecuaciones de Chapman-Kolmogorov,
tal que:

I(t+u) = T(t)T (1)

De igual forma, las ecuaciones de Chapman-Kolmogorov implican que para todo
t € IN, se cumple:

I(t) =T(1);

es decir, la matriz de transicion de probabilidades de t es la matriz I'(1) a la f—ésima
potencia. La matriz I'(1) serd denotada desde ahora como T, es una matriz de prob-
abilidades cuadrada con sus filas sumando uno, de la forma:

Y1 Mm
r e E '.‘ ‘ ,
Ym1 - Ymm

donde m denota el nimero de estados en la cadena de Markov. La restriccién que
propone que las filas sumen uno puede ser escrita como I'l’ = 1/, es decir, que la
suma de las probabilidad de transicion del estado i a los otros estados y mantenerse
en el estado i sea 1. La matriz I se conoce como la (one-step) matriz de transicion de
probabilidad (t.p.m). Este es uno de los elementos mas importantes para este tra-
bajo, ya que permitird entender la dindmica de los estados escondidos de un HMM
y tomar decisiones de inversion.

Las probabilidades incondicionales IP(C; = j) de una cadena de Markov estando en
un estado y tiempo dado se denota por el siguiente vector:
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Ahora, u(1) es la distribucién inicial de la cadena de Markov. Para deducir la dis-
tribucién en el tiempo ¢ + 1 desde ¢, se post multiplica por la matriz de transicién de
probabilidad I:

u(t+1) =u(t)r. (2.2)

2.2.1 Distribuciones Estacionarias

Una cadena de Markov con matriz de transicion de probabilidad I se dice que tiene
distribucién estacionaria 6 si 6T = J y d1 = 1. El primer supuesto hace alusién a la
estacionariedad y el segundo es un requerimiento de la distribucién de probabilidad.

Mientras u(t + 1) = u(#)I, una cadena de Markov que empieza desde su distribu-
cién estacionaria continuard teniendo dicha distribucién a través del tiempo, y este
proceso se conoce como una cadena de Markov estacionaria. Por lo tanto, se esta
asumiendo mucho mds que homogeneidad, ya que esta propiedad no es suficiente
para garantizar estacionariedad debido a que el adjetivo estacionario es atribuido a
aquellas cadenas de Markov homogéneas que adicionalmente tienen una distribu-
cién inicial #(1) estacionaria y por lo tanto son procesos estacionarios.

Adicionalmente una Cadena de Markov (homogénea, discreta, finita estado-espacio)
irreducible tiene una tnica distribucién estacionaria estrictamente positiva. Si se
quiere adicionar la restriccion de aperiodicidad, la tnica distribucién que satisface
este requerimiento es precisamente la distribucién estacionaria, como se puede ver
en (Feller, 1957). El vector J con valores no negativos es una distribucién esta-
cionaria de una cadena de Markov con matriz de transicién de probabilidad T si
y solo si:

(I, —T+U) =1

donde 1 es un vector de unos, I, es una matriz identidad m x m y U es una matriz de
unos m x m; asi mismo, se puede llegar a una distribucién estacionaria eliminando
una de las ecuaciones del sistema, especificamente JI' = ¢ y reemplazdndola por

Yidi=1

2.2.2 Funcidén de Auto-correlacion

Asumiendo que se tiene un set de estados numéricos y no categoéricos (letras o sim-
bolos) representados por C; asumiendo estacionariedad e irreductibilidad, se puede
obtener la funcién de auto-correlacion (ACF) de C; de la siguiente forma:

1. Definiendov = (1,...,m) y V = diag(1,...,m), se tiene para todo k no nega-
tivo:
Cov(Cy, Crix) = SVIF0' — (80')?, (2.3)

2. Si la matriz I' es diagonalizable y sus valores propios son denotados como
w1, ..., wy, entonces I puede ser escrita como:

r=uQu,
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donde Q es la diag(1, wy, w3, . .., wy) y las columnas de U son los valores pro-
pios de I'. Se tiene:

Cov(C;, Cix) = SVUOU 1 — (80')?

= aﬂkb’ — Ellbl
. k

= Z aibiwi P
i=2

donde a = VU y b’ = U 'v’. Siendo Var(C;) = Y/, a;b; para todo k no
negativo se tiene:

m k
Yoo aibiw;
m ’
Y.iloaib;

lo cual serfa un promedio ponderado por las k—ésimas potencias de los valores
propios wy, . .., wy y un término similar a la funcién de auto-correlacién de un
proceso Gausiano de orden m — 1. Un ejemplo es el caso cuando m = 2, esto
implica que p(k) = p(1)* para todo k no negativo y que p(1) es el valor propio
distinto a uno de I

p(k) = Corr(Cy, Crar) = (2.4)

2.2.3 Estimacion de las Probabilidades de Transicion

Si se tiene la realizacién de una cadena de Markov y se desean estimar las prob-
abilidades de transicion, la aproximaciéon maés sencilla es hallar las frecuencias de
transicién y estimar las probabilidades de transicion relativas a la frecuencia total.

Supongase que se quiere estimar m? — m parametros 7;;, con i # j, de una cadena de
1

Markov {C;} con m estados que tiene como realizacién ci, ¢y, ..., cr. La funcién de
verosimilitud condicionada a la primera observacion es:

m_m
i=1j=1

entonces, al aplicar logaritmo, la funcién de log-verosimilitud esta dada por:

5

i=1

m m

fijlog')’z’j> =) L),
j=1 i=1
por lo tanto se puede maximizar I maximizando /; por separado. Esto se lleva a cabo
sustituyendo 1 — Y ; 7i;, diferenciando /; con respecto a los elementos fuera de la
diagonal de la matriz de transicién de probabilidad 7;; e igualando esto a cero el
resultado serfa:

U= Ygsivii vij Yii - Vij

Analizando la anterior ecuacién, a menos que el denominador sea igual a cero, el
maximo de la funcién de verosimilitud esta dado por:

fii fijvii fij
Yi=vm . Y ViT = vm g
Yt fij fii it fij

0
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El estimador encontrado y denotado como 4;; = — __parai,j=1,...,mesun
ik

k=1Ji
estimador empirico de la transiciéon de probabilidad, por lo que es considerado un
estimador de la funcion de verosimilitud condicional. Este estimador sigue satisfa-
ciendo la restriccion acerca de la suma de las filas de I suman uno.

El supuesto de estacionariedad de la cadena de Markov no fue usado en la derivacién
anterior. Si se deseara activar este supuesto, se deberia utilizar la verosimilitud in-
condicional. La funcién de verosimilitud incondicional o su logaritmo, debe ser
maximizada por medio de métodos numeéricos, con las restricciones de no negativi-
dad y la suma de las filas de la matriz de transicién de probabilidad igual a uno.

2.3 Hidden Markov Model

Los supuestos de los mixture models son muy fuertes, no permiten dependencia serial
o correlacién serial. Se relaja el supuesto de la independencia (serial) del proceso de
pardmetros. Una manera matemadtica para hacer lo anterior es asumir que se tiene
una cadena de Markov.

Un HMM {X; : t € N} es un tipo particular de mixture. Con X(*) y C*) repre-
sentando los procesos o historias desde 1 hasta t, se puede resumir el modelo de la
siguiente forma:

P(C|CE V) =P(C/Ciq), t=2,3,... (2.5)

P(X:| X", ct)) =P(X;|C;), teNN. (2.6)

El modelo consiste bdsicamente en dos partes: la primera, un no observado "pro-
ceso de pardmetros" {C; : t = 1,2,...} que satisface la propiedad de Markov; y la
segunda parte, un "proceso estado-dependiente" {X; : t = 1,2,...}, en el cual la
distribucién de X; depende solamente del estado C; y no estados u observaciones
previas.

Estados Escondidos

Observado @ @ e @

Si la cadena de Markov {C;} tiene m estados, se considera a {X;} un HMM de m
estados. Desde ahora se introducird la notacién que incluird el caso de observa-

ciones discretas y continuas. En el caso de observaciones discretas se define para
i=1,2,...:

pi(x) = P(X; = x|C; = i).

De alli se tiene a p; como la funcién de probabilidad (mass) de X; si la cadena de
Markov esta en el tiempo ¢ y estado i. Para el caso continuo p; serfa la funcién de
densidad de probabilidad de X; asociada con el estado i. Se tienen m distribuciones
con p; siendo las distribuciones estado-dependientes del modelo.
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2.3.1 Distribuciones Marginales

Frecuentemente se necesita trabajar con la distribucién marginal de X; y a veces con
distribuciones marginales de mayor orden, como e el caso de (X;, X;¢). Se asumira
que la cadena de Markov es homogénea pero no necesariamente estacionaria (como
se menciono anteriormente la homogeneidad no implica necesariamente estacionar-
iedad), pero para este caso se le atribuird la estacionariedad a la cadena de Markov.
Por efectos matematicos solo se tendra en cuenta las distribuciones estado-dependientes.

Distribuciones Univariadas

Para el caso de observaciones discretas del modelo de X;, definiendo u;(t) = P(C; =
i)paratodot =1,...,T, se tiene:

P(X; = x) = iIP(Ct = )P(X; = x|C; = i)

= Y utpi().

La anterior expresion se puede reescribir en términos de matrices de la siguiente
forma:

En la anterior expresiéon P(x) es la matriz diagonal con elementos de su diagonal
las m probabilidades p;(x). De la ecuacién (2.2) se puede inferir que u(t) = u(1)I*~!
y por lo tanto:

P(X; = x) = u(1)I'" 1P (x)1. (2.7)

La anterior ecuacion, (2.7), sostiene el hallazgo que anteriormente se menciond, si
una cadena de Markov es homogénea no quiere decir que sea estacionaria. Si se
asume que la cadena de Markov con la que se esta trabajando es estacionaria, con
distribucién estacionaria J, entonces (2.7) se simplificaria debido a que dT*"! = §
para todo t € IN, entonces quedaria la siguiente expresion:

P(X; = x) = §P1. (2.8)

Distribuciones Bivariada

La identificaciéon de las distribuciones asociadas a un HMM son calculadas por medio
de la distribucién conjunta del set de variables aleatorias V;:

P(Vi,...,Vu) = [ [P(Vilpa(Vi)), (29)
i=1

donde el término pa(V;) es el set de parents de V; para todoi = 1,...,n. Ahora el
caso de interés, si se tienen los elementos que componen el HMM, es decir, X;, X; ¢, Ct
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y Ci+ para toda k siendo un ntimero entero positivo. Entonces se tiene que C; no

tiene parents, pa(Xy) = {C¢}, pa(Xiik) = {Crik} , pa(Crix) = {Ct} y por ultimo
pa(Ciix) = {C:}. Estos parents son dado el caso que que tenga solo las cuatro vari-
ables aleatorias X;, X; , Ci, C; 1, entonces se tiene:

P(Xt, Xtk Cr, Cryr) = P(Cr)IP (X |Co)P (Crpse|Co)P (X | o)

por lo tanto se tendria la siguiente expresion:

lP(Xt =0, Xt+k =w, Ct = i, Ct—i—k = ])

NgE
ISt

Il
—_
~
I
—_

IP(Xt =9, Xt+k = ZU) =

Il
NgE
ISt
=
0
Il
=

N
Il
—_
~
Il
—_

(0) P(Crix = jICr = 1) pj(w)
u;(t) 7ij (k)

ui(t)pi(v)vij(k)pj(w).

Il
™=
NgE

I
—
~.
I
—_

Es necesario recordar que 1;;(k) es el elemento en la posicién (i, j) de I*. Ahora escri-
biendo las sumatorias como el producto de matrices, la expresion se puede reescribir
de la siguiente forma:
P(X; = v, X;x = w) = u(t)P(0)T*P(w)1’. (2.10)
Asi mismo es necesario recordar que sila cadena de Markov es estacionaria se puede
reescribir como:
P(X; = v, X; 1 = w) = 6P (0)I*P(w)1'. (2.11)

Para generalizar, en los casos de distribuciones marginales de orden superior y que
son estacionaria, la férmula que representa la distribucién para k y I siendo enteros
positivos es:

P(X; = 0, Xj 1k = 0, Xy jpy = 2) = 6P (0)TFP (w)I'P(2)1'.

2.3.2 Momentos

El caso general, donde no se asume estacionariedad, se tiene:

E(X;) = iIE(Xt’Ct =1)P(C =i) =

=1 i

s

I
—

l/ll(t)]E(Xt’Ct = l),

pero para el caso en que la estacionariedad estd presente, la anterior ecuacién se
reduce a:

m
E(X;) = ) 6E(X:|Cy = i).
i=1
Este resultado se mantiene para cualquier funcién g(-) para la cual la esperanza del
estado-dependiente exista. Retomando, la expresion estaria dada por:

E(3(X,)) = iéﬂﬁ(g(Xt)!Ct ),



2.3. Hidden Markov Model 11

y para encontrar la E(¢(X¢, X;.«)) el procedimiento es similar, se obtiene:

m
E(8(Xt, Xerx)) = Y 073 () E(§(Xe, Xe41)ICr = i, Crok = ).
ij=1
Estas expresiones son ttiles en el sentido de calcular los distintos momentos de in-
terés como covarianzas y correlaciones.

2.3.3 Funcidn de verosimilitud

Es necesario identificar cual es la funcién de verosimilitud Lt de T observaciones
x1,...,xT suponiendo que son generadas por un HMM de m—estados. El objetivo
es encontrar la probabilidad Lt de observar la secuencia de observaciones, calcu-
ladas bajo el HMM mencionado, el cual tiene distribucién inicial § y matriz de tran-
sicién de probabilidad I' para la cadena de Markov asociada, de igual forma, se tiene
el estado-dependiente de la funcién de probabilidad (densidad) denotado como p;.
Anteriormente se asumia que J es la distribucién estacionaria asociada a I, pero en
general no es necesario realizar dicho supuesto.

Proposicién 1

La funcién de verosimilitud esta dada por:

Lr = 8P (x1)IP(x2) - - TP (x7)1. (2.12)

Si &, la distribucion de Cq, es la distribucion estacionaria de la cadena de Markov, se
tiene:

LT = 51"’P(x1)l"’P(x2) cee FP(XT)ll. (213)
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Para el caso de observaciones discretas, primero es valido notar que:

€1,62-+-,CT=1

y gracias a la ecuacion (2.9) se tiene:

T T
P(XD, M) =P(C1) [TP(Ck|Cr1) [T P(Xk|Ck)- (2.14)
k=2 k=1
Por lo tanto:
m
Ly = Z (5617C1/C2762,C3 o 'rYCT—erT) (pcl (xl)Pcz (x2) © Per (xT))
Clyeeey CT:1

= Z 5C1 Pa (xl)’)/cl 2 Pe; (xZ)')/Cz e3 " Yeroyer t Per (xT)
= 5’P(X1)F’P(X2)I”P(X2) cee F’P(xT)l',

la anterior ecuacion es la misma que la ecuacién (2.12). Si § es la distribucién
estacionaria de la cadena de Markov, se tiene que:

J'P(Xl) = 5FP(X1),

por lo tanto la ecuacién (2.13) tiene un I extra, lo cual permite facilitar las
operaciones computacionales, porque es meter todo dentro de un ciclo sin
condiciones especiales. O

Un factor importante que influye en porque escribir la funcién de verosimilitud
en términos matriciales, es el "forward algorithm". Su calculo en forma recursiva
juega un papel clave no solo en la estimacién y evaluacién de la funcién de méxima
verosimilitud, también en el pronostico y validacién del modelo. Teniendo las ecua-
ciones (2.12) y (2.13) el célculo de la funcién de verosimilitud es computacionalmente
mas eficiente en comparacion a la serie de sumatorias expresadas anteriormente.
Para desarrollar el "forward algorithm" se define el vector a, parat = 1,2,...,T
igual a:

t

a; = SP (x1)TP(x2)TP(x3) - - - TP(x;) =TP(x1) [ [TP(xs), (2.15)

5=2

Entonces la funcion de verosimilitud se puede reesxpresar como:
Lt =arl’ siendo ar=wa; TP(x;) para t>2.
Ahora utilizando la ecuacién ?? se tiene:
N = ) P(xl ) ;

ar =0 1 ITP(x;) para t=2,3,...,T;

LT = 0(]"1,
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Para poder llegar a la ecuacién (2.13) se calculan:

xy = 90;
o =o; 1 ITP(x;) para t=23,...,T;
LT = DéTll

Los elementos que componen el vector «; se les denomina "forward probabilities".
El j—ésimo elemento de éste vector esta dado por P(X*) = x(*), C; = f).

2.3.4 Propiedad de Markov: HMM

No todos los HMM satisfacen la propiedad de Markov, sin embargo existen condi-
ciones que generalizan la satisfaccién de esta propiedad por parte de los HMM, los
estudios que abordan este tema hacen uso de metodologias asociadas al filtrado re-
cursivo de las cadenas de Markov subyacentes al HMM (para mds informacién con-
sultar (Spreij, 2001)).

24 EM Algorithm

Una de las metodologias mds comunes para encontrar la maxima verosimilitud del
HMM es el algoritmo EM. Este también es conocido como el algoritmo de Baum-
Welch, el cual fue disefiado para estimar los pardmetros de un HMM cuya cadena
de Markov se asume homogenea pero no estacionaria (no se cumple 6T = ).

2.4.1 Probabilidades Forward y Backward

En la seccién anterior se definié a; en la ecuacion (2.15), cuyos elementos describen
las probabilidades forward. Para poder realizar la estimacién se debe denotar el
vector de probabilidades backward, dado por B;:

T
Bl = TP (xi )T P (x112) - - TP(xp)1 = < I1 rP<x5>> 1, (@16

s=t+1

donde para t = T se tiene Bt = 1. Los elementos del vector B; pueden ser interpre-
tados como las probabilidades condicionales P(X;41 = x¢41,..., Xt = x7|Ct = j),
entonces parat =1,...,T se tiene:

a(j)Bi(j) = P(XTD =T, ¢, = ) 2.17)

Los componentes de la ecuacion (2.17) serdn justificados por medio de una serie de
proposiciones més adelante.

Forward Probabilities

De la definicién de &; para todoi = 1,...,T — 1, se tendria a;1 = a;TP(x41), 0
tambien como:

ar1(f) = (iﬂct(i)%‘]) pji(xes1)-

Teniendo en cuenta la anterior ecuacién se tiene la siguiente proposicion.
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Proposicion 2

—_
I |
N

Paratodot=1,...,Tyj=1,...,mse tiene:

a(j) = P(XW =21, ¢, = j)

La siguiente prueba se realizard por induccion. Luego, si a1 = dP(x1), se
tiene:

a1(j) = jpj(x1) = P(Cr = j)P(X1 = x1|C1 =),
entonces a1 (j) = P(X; = x1,C; = j) cuando t = 1. Ahora para generalizar se
tiene que cuando ¢t € IN, entonces para t + 1 se tiene:

w1 (j Z"‘f %]P](xt+1)
= EJP 9,C = i)P(Cr1 = jICr = D)P(Xpi1 = X411|Cein = )
= DP XD = ¥ ¢, =4, Cryq =)

— IP( (H—l) — x(t+l)’ Ct+1 — ]) 0

Dado que que a;(i) es la probabilidad conjunta de las observaciones en ¢ y el estado
escondido C; serd pequefio para valores grandes de t. La razén de ser consider-
adas forward probabilities es que las probabilidades son calculadas por medio de una
recursion adelante en el tiempo.

Backward Probabilities

Se tenia la definicion de B; parat =1,2,...,T — 1 como B; = TP (x111) B},

Proposicién 3

Paratodot=1,...,T—1ytodai=1,...,m, se tiene:

Bi(i) = P(Xip1 = Xpp1, Xevo = Xe42,..., X7 = x7|Cp = i)

Se tiene que P(C; = i) > 0y se puede escribir la anterior ecuacién de una
forma compacta:

Bi(i) = ]P(Xt-H xtT+1|Ct =)

Se puede observar que B;(i) es una probabilidad condicional, a diferencia de a;(i7),
la cual es una probabilidad conjunta. B;(t) es la probabilidad que las observaciones
sean X;.1,...,xr, dado que la cadena de Markov esta en el estado i en el tiempo t.
Asi mismo son llamadas backward probabilities gracias a que su estimacion se realiza
por medio de una recursion hacia atras en el tiempo.
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La siguiente prueba se realizard por induccién. Luego, se tienen las siguientes
ecuaciones:

IP(th—l‘CtJrl) = P(Xt+1|ct+1)P(X?+2]Ct+1)
H)(Xg:‘rl ‘Ct-i-l) = ]P(XtT_i_l ’Ct, Ct+1)

Para establecer la validez para t = T — 1 es necesario notar p}_; = I'P(x7)1’
de forma que:

Br-1(i) = ZTP(CT = j|Cr—1 = i)P(Xr = x7|Cr =),
j

por lo que se puede tomar las ecuaciones iniciales y llegar a:

P(Cr|Cr—1)P(X7|Cr) = P(C¢|Cr_1)P(X¢|Cr—1,Cr)
= IP(Xr,Cr-1,Cr)/P(Cr_1).

Ahora se necesitan realizar las sustituciones en las anteriores ecuaciones y el
procedimiento esta representado por las siguientes ecuaciones:

Br-a(i) = ]P(Cl_l-)Z]P(XT = x1,Cr1 =i,Cr =)
i

T-1—
= ]P(XT =x7,Cr_q1 = i)/]P(CT—l = i)
= ]P(XT = xT|CT—1 - l)

Por induccién solo falta probar la validez de ¢, por lo tanto:

Bi(i) = Y 7iP(Xer1 = x141|Cri1 = )P(Xf 1o = x[15|Cri1 = )
j

y se tiene tambien:
P(X/41]Ct, Crr1) = P(X141/Cr1)P(X{2[Crin)

y al sustituir de igual forma que en el anterior caso se tiene lo siguiente:

Bi(i) =Y P(Ciy1 = jICr = )P(X/1|Cr = i, Cei1 = )
j

1
= _VY'rxL,=x =1 =
P(C; =) ; ( i1 = %41, C =1,Ci1 =)

=P(X[\ = x[,1,C =i)/P(Ci =),

la cual es una probabilidad condicional, por ende los requerimientos estan
satisfechos. O




16 Capitulo 2. Marco Teérico

Algoritmo EM

Previamente se especificé que la cadena de Markov que compone el HMM no es ob-
servada, por ello, la estimacién de los pardmetros del modelo se realiza tratando la
secuencia de estados representados por la cadena como data faltante y se emplea el
algoritmo EM con el fin de encontrar el maximo de la funcién de verosimilitud. Los
primeros trabajos que se aproximan al algoritmo EM fueron los de Leonard Baum y
Lloyd Welch.

El algoritmo EM es un método iterativo para encontrar la méxima verosimilitud
cuando existen problemas de completitud en los datos, explotando el hecho que
la funcién de verosimilitud con datos completos (CDLL por sus siglas en ingles:
Complete-data log-likelihood), la cual es relativamente sencilla de maximizar in-
cluso si la data observada no esta disponible o hace falta. La CDLL hace referencia
a la funcién de log-verosimilitud que conduce a los pardmetros de interés 6, basado
tanto en los datos observados como los faltantes.

En resumen, el algoritmo tiene como primer paso asignar unos valores iniciales para
los pardmetros 0 que se desean estimar. Los siguientes dos pasos se deben repetir
iterativamente hasta que se cumpla un criterio de convergencia:

e Paso E: Consiste en calcular la esperanza condicional de los datos faltantes
dadas las observaciones y el estimado parcial de los parametros 6, es decir,
calcular la esperanza condicional de aquellas funciones de la data faltante que
hacen parte de la CDLL.

e Paso M: Este paso busca maximizar con respecto a los pardmetros 6 la CDLL,
ésta funcion estard compuesta por las funciones correspondientes de la data
disponible y las funciones relacionadas con la data faltante serdn reemplazadas
por las esperanzas calculadas en el paso anterior.

Algoritmo EM: Aplicacién para los HMM

Para el caso de los HMM existe una alternativa que permite simplificar algunos
procedimientos matematicos posteriores que consiste en representar la secuencia
de estados cy, ¢y, . .., cr seguidos por la cadena de Markov compuesta por variables
aleatorias cero-uno definidas de la siguiente forma:

ui(t) =1 siysolosi ¢;=j (t=12,...,T)
asi mismo es necesario definir:
vi(t) =1 siysolosi ¢ 1=j y a=k (t=12,...,T)

Con esta notacién, la CDLL de un HMM (la funcién de log-verosimilitud de las
observaciones x1, X2, ..., xT mas los datos faltantes c1, cy, . . ., cT) se representaria por
la siguiente ecuacion:
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T T
log <]P (x(T), c(T))) = log ((Scl H'thq,ct H Pct(xt)> (2.18)
t=2 t=1

T T
= log 561 + Z log ')/thlfCt + Z log pct (xt> (2-19)
t=2 t=1
m m m m T
Z 1) logd; +ZZ <Zv]k >log]k—|—22u] )log pj(x:)
j=1 j=1k=1 \t=2 j=1t=1
(2.20)

es decir § es interpretado como la distribucién inicial de la cadena de Markov. De
ahora en adelante es necesario denotar a L; = «;f;. El algoritmo EM para los HMM
procede de la siguiente forma:

e Paso E: Reemplazar v y uj(t) por la esperanza condicional cuando estén
dadas las observaciones x!T) y los parametros iniciales:

1;(t) = P(Cy = jlx'T) = ae(j)Be(j) /Lt (2.21)

oi(t) = P(Cro1 = j,Cr = k|x'T)) = a1 7xpi(xe) e (k) / Lt (2.22)

Es notable que para poder realizar este paso es necesario estimar las forward
probabilities para un HMM que no se asume estacionario bajo la cadena de
Markov {C;}. Asi mismo es valido aclarar que las backward probabilities no son

afectadas bajo el supuesto de estacionariedad o la negacién de este supuesto
sobre {C;}.

e Paso M: Al reemplazar vj(t) y u;(t) por 0 (t) y i1;(t) y maximizar la CDLL con
respecto a los pardmetros: la distribucién inicial § y I' (t.p.m) y los pardmet-
ros de las distribuciones que dependen de los estados. Esto permite observar
que este paso se divide en tres procedimientos, o tres maximizaciones (de los
pardmetros) gracias a que el primer término de la funcién objetivo depende de
de parametros independientes. Como tal la maximizacién al manejarla depen-
diendo de que pardmetros estdn compuestos quedaria dividida de la siguiente
forma:

1. ¥.i211;(1) log &; con respecto a J.
2. Y Y (Zthz zﬁjk(t)) log 7jx con respectoa I'.
3. YTt Yi_11(t) log p;(x:) con respecto a los pardmetros estado-dependientes.

La solucién a estas maximizaciones esta dado por:

L@:@“NB;%“D — (1),
Sk = fic (Tiy f) " donde fix = L5 Bye(t).

3. La maximizacién del item 3 depende de la naturaleza de la distribuciéon

de los pardmetros estado-dependientes, se trata como un problema de
estimacién de méxima verosimilitud.
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2.5 Optimizacién de Portafolio: Modelo de Black Litterman

El modelo de optimizacién de portafolio propuesto por Fischer Black y Robert Litter-
man (Black and Litterman, 1990) es una versién actualizada o mejorada del modelo
de media-varianza de Markowitz, ya que considera los siguientes aspectos: hay n
activos, con capitalizaciones m; con i = 1,...,n. La capitalizacién de mercado es
igual al niimero de titulos o unidades del activo disponibles en el mercado por su
respectivo precio. Las ponderaciones de mercado de los n activos estardn dadas por
el vector w, de modo que la ponderacién de los activos esta dada por:

m;
Yoiiq M

Adicionalmente es necesario calcular un coeficiente de aversion al riesgo (A), el cual
se calcula por medio de la siguiente formula (Grinold and Kahn, 2000) :

wi

T’m—i’f

A=
T

donde r, es el retorno de mercado; 7 es la tasa libre de riesgo y 07, es la varianza del
retorno del mercado. El exceso de retornos implicito de equilibrio estard dado por:

I[I=AXw

A IT se le denomina retornos implicitos de equilibrio debido a que si los precios de
los activos se ajustan hasta que los retornos esperados sean iguales a lo que consid-
eran los inversionistas, haciendo el supuesto que todos tienen la misma expectativa
del mercado, esos ajustes hacen que la demanda iguale a la oferta.

El vector que representa los excesos de retorno ¥ = (ry,...,7,), es igual al retorno
de cada activo menos la tasa libre de riesgo. Los excesos de retorno se asumen que
siguen una distribucién normal de forma:

r~N(pX)

Asi mismo se asume que p tiene una distribucién de probabilidad, de modo que la
primera distribucién representa el equilibrio:

pu~ N(ILtX)

donde T es una constante que se puede interpretar como el grado de incertidumbre
con respecto a la precisién con la que es estimado o calculado IT . Este valor siempre
se encuentra entre 0 y 1, generalmente 0.01 y 0.05 ya que la incertidumbre sobre la
media debe ser menor a la incertidumbre de la variable.

La segunda distribucién es la que representa las expectativas del inversionista sobre
los retornos del mercado. Se tiene un conjunto de k—expectativas representadas
con relaciones lineales. La expectativa se plantea como que el retorno esperado de
un portafolio py tiene una distribucién normal con promedio gx y una desviacién
estdndar representada por wy. Las k—expectativas con los correspondientes retornos
esperados se expresan como:
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P = [pll"'/pk]kxn
Ql = [QL---/Qk]

Entonces P es la matriz que selecciona los activos que hacen parte de una expecta-
tiva y Q es el vector de expectativas, contiene el retorno esperado para cada activo
que compone el portafolio.

Mediante Py Q, se utiliza un esquema de ponderacién por capitalizacion de mer-
cado para determinar cada uno de los elementos de P diferentes de cero, en vez de
utilizar el esquema de igual ponderacién (Idzorek, 2004). Asi, la ponderacién in-
dividual de cada activo es proporcional a la capitalizacién de mercado del activo
dividida por la capitalizacién del mercado total de los activos con cualquiera que
sea su desempefio (positivo o negativo). La manera de expresar las expectativas es
la siguiente:

P-u=Q-+e

donde ¢ es el vector aleatorio con media cero y matriz diagonal de covarianzas (lo
cual se interpreta como la independencua de los componentes entre si) {3 normal-
mente distribuido, entonces:

P-u~N(Q Q)

Ahora, dadas las matrices P y Q se pueden calcular los **excesos de retorno implic-
itos ajustados™* (views) y la matriz de de covarianza del error (incertidumbre):

Q=7-P-L-P
T = [(72)*1 + P’Q*lp} : {(TZ)*ln +POIQ
donde ) esta dada por:

w, - 0 (mEp))T - 0
Q=|: . i|l=| i
0 - wy 0 ce (kapl’{)T

Mientras wj; sea mayor, significa que existe un grado de confianza menor en los
retornos esperados de Q.El segundo término es la forma de calibrar el modelo (He
and Litterman, 1999). Al encontrar los retornos implicitos ajustados por los views
del inversionista se encuentra el portafolio tangente por medio de la optimizacién
tradicional.

2.6 Pairs Trading: Conceptos

Pairs trading es una estrategia que busca aprovechar las caracteristicas de diversos
pares de activos con el fin de encontrar oportunidades de inversiéon dado que este
par de activos se comportan con trayectoria similar a través del tiempo. Esta es-
trategia asume que el spread entre los dos activos cumple el supuesto de reversion
a la media, lo cual intuitivamente es afirmar que las trayectorias de los dos activos
mantienen una distancia que estadisticamente converge a un valor medio.
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Existen dos formas de abordar la seleccion de activos dependiendo del criterio,
segluin la distancia (Gatev, Goetzmann, and Rouwenhorst, 2006) o cointegracién
(Harris and Sollis, 2003). Dependiendo del enfoque, se realiza la seleccién de los
pares de activos que cumplan los criterios necesarios para considerarse idéneos para
aplicar la estrategia. Posteriormente se realizan unos célculos estadisticos, de tal
forma que sea posible tener un criterio de compra o venta sobre los activos.

El criterio de compra o venta estd dado por una medida conocida como z-score,
la cual es la estandarizacién del precio en t dada una media y desviacién estdndar
atada a una ventana de tiempo.

Un claro ejemplo de esta estrategia serfa suponer que A y B son dos activos que
cumplen alguno de los dos criterios anteriormente mencionados, por lo tanto son
idéneos par aplicar la estrategia. El primer paso para ejecutar la estrategia es ac-
ceder a los datos histéricos de ambos activos y construir el proceso estocastico del
spread S 4 - A este nuevo activo compuesto por A y B es necesario calcularle la
media y la desviacién estdndar para una ventana de tiempo W, posteriormente se
estandarizan las observaciones para llegar al z-score del momento 7, z(A, B)+y el cri-
terio de decisién para generar ordenes de mercado esta representado por la siguiente
funcién:

Siz(A,B)r > 1= vender Ay comprar B

order(S;ap))t = { (2.23)

Siz(A,B)r < —1 = comprar Ay vender B

Normalmente se compra y se vende la misma cantidad de unidades de ambos ac-
tivos ya que se esta calculando el z-score a partir del spread de ambos activos 1:1, sin
embargo existen metodologias que permiten hallar la cantidad de acciones deseables
para cada activo que compone el par por medio de regresiones lineales.
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Capitulo 3

Metodologia y Resultados

El objetivo de este capitulo es construir un portafolio dindmico y rentable con la
ayuda de diversas herramientas cuantitativas. Se hard uso de algoritmos de machine
learning (DBSCAN y HMM), un modelo de asignacion de activos (Modelo de Black-
Litterman) y una estrategia de trading conocida como pairs trading.

El plan de trabajo puede ser descrito por los siguientes pasos:
1. Acceder a los datos: Quantopian.
2. Seleccion de Activos: DBSCAN Clustering y Test de Cointegracion.
3. Construccion de los Views: HMM.
4. Asignacién de Activos: Black-Litterman.
5. Implementacién de la Estrategia: Pairs Trading.
6. Backtesting.

A través de este capitulo se encontrard la explicacién de los procedimientos nece-
sarios para la construccién de un algoritmo capaz de administrar un portafolio real-
izando trading de alta frecuencia en los activos seleccionados dadas unas pautas y
condiciones.

3.1 Quantopian

Quantopian es un hedge fund que disponibiliza datos de acciones del mercado es-
tadounidense con el fin de promover la investigacion cuantitativa y desarrollo de
algoritmos de inversién en mercado. La mayor parte de los datos utilizados en este
trabajo fueron explotados desde la plataforma Quantopian, la cual es totalmente
gratis y se accede al cluster por medio de un Jupyter Notebook (entorno de investi-
gacion), por lo tanto, el lenguaje de programacion que se manejara es Python.

El data warehouse de Quantopian tiene informacién de méas de 5000 compafiias, bajo
600 distintas métricas desde el afio 2002. Una ventaja que se tiene al trabajar con
este repositorio de datos es la amplia gama de frecuencias en las cuales se pueden
agregar o desagregar los datos. De igual forma Quantopian provee una capacidad
de memoria eficiente para poder realizar los procedimientos eficientemente.

El primer procedimiento necesario para acceder a los datos es importar las librerias
que permitirdn hacer un llamado al universo de activos, interpretarlos y filtrarlos
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por medio de unas condiciones deseadas para posteriormente poder realizar la con-
sulta final. El siguiente cuadro de cédigo contiene las librerias locales necesarias
para empezar a interactuar con el ecosistema de Quantopian:

from quantopian. pipeline.data import morningstar

from quantopian.pipeline.filters.morningstar import Q1500US
from quantopian.pipeline import Pipeline

from quantopian.research import prices, symbols

from quantopian.research import run_pipeline

Ahora es necesario definir el universo de activos con los que se quiere trabajar. Uno
de los criterios méas deseados en modelos de alta frecuencia es la liquidez de los ac-
tivos, por eso se trabajard con el universo de activos definido por Morningstar como
US 1500, el cual contempla tnicamente los 1500 activos con mayor liquidez en el
mercado actualmente. Teniendo el universo de activos definido es necesario estable-
cer que criterios o medidas se van a utilizar para realizar el primer filtro del universo
de activos. Se hard uso de fundamentales tales como la capitalizacién de mercado,
la industria a la cual pertenece la compafia y la salud financiera. Como se puede
observar en el siguiente cuadro de c6digo, la manera de hacer consultas de datos en
Quantopian es por medio de pipelines:

study_date = "2019-04—-01"
universe = Q1500US ()

pipe = Pipeline(

columns= {

"Market Cap’:morningstar.valuation.market_cap.latest.quantiles(5),

"Industry ’: morningstar.asset_classification.
morningstar_industry_group_code. latest ,

"Financial Health’: morningstar.asset_classification.
financial_health_grade.latest

¥

screen=universe

)

Es necesario definir las condiciones sobre los fundamentales para saber que activos
cumplen con estas. La primera condicién es sobre a que sector de la industria
pertenecen, se aceptardn todos los sectores industriales excepto conglomerados! y
aquellas compafifas que tengan datos disponibles respecto a su salud financiera.

El siguiente cédigo realiza los filtros que se mencionaron previamente y se listan las
compafias que cumplen con estas condiciones para realizar el query con el que se
realizard la selecciéon 6ptima de los activos por medio del clustering y test de cointe-
gracion. Se consulta inicamente precios de cierre con frecuencia diaria, la fecha de

estudio serd el 1 de Abril de 2019 y sus 150 meses previos?.

res

res[res[ Industry "]!'=31055]
res = res|[res[’Financial Health’]!= None]

pricing = get_pricing(

ISe consideran conglomerados aquellas empresas que tengan fuentes de ingresos provenientes de
mas de tres filiales. No son deseables en la muestra ya que su comportamiento puede ser impactado
por muchos factores y podrian llegar a generar relaciones espureas. Su c6digo de industria es 31055.

2Es decir, desde el 1 de Noviembre de 2006 hasta el 1 de Abril de 2019
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symbols=res .index,

fields="close_price’,

start_date=pd.Timestamp (study_date) — pd.DateOffset (months=150),
end_date=pd.Timestamp (study_date),

frecuency = ’day’)

3.2 DBSCAN Clustering y Test de Cointegracion

Al tener acceso a los datos de los 1498 activos que cumplen con los filtros previa-
mente impuestos sobre los fundamentales, para identificar cuales son los stocks obje-
tivo es necesario tener en cuenta que activos cumplen con las condiciones necesarias
para implementar la estrategia de pairs trading. Como se mencionaba en el capitulo
anterior (Marco Tedrico - Pairs Trading) existen dos metodologias para identificar
los pares de activos para implementar la estrategia, la distancia y la cointegracién.
Para efectos de este trabajo se utilizardn ambas metodologias, empezando por el cri-
terio de distancia y posteriormente realizando un test de cointegracién a los pares
de series de precios de los activos que sean validados por el criterio de distancia.

Para el criterio de distancia se utilizard un algoritmo de clustering basado en la den-
sidad de aplicaciones con ruido, conocido como DBSCAN. Este algoritmo trabaja
identificando el ntimero de clusters necesarios para agrupar cierto niimero minimo
de entidades -en este caso activos- con caracteristicas homogéneas dado que se tra-
bajard con datos ruidosos.

Posteriormente se realiza la descomposicion de los datos en sus primeros compo-
nentes principales con el fin de acotar las dimensiones de estos, asi mismo se realiza
el reescalamiento de la informacién fundamental con el fin de proceder a implemen-
tar el algoritmo, como se puede observar en el siguiente cuadro de cédigo:

N_PRIN_.COMPONENTS = 50
pca = PCA(n_components=N_PRIN. COMPONENTS)

y pca. fit (returns)

pca.components_.T.shape

X = np.hstack(
(pca.components_.T,
res[ 'Market Cap’][returns.columns].values[:, np.newaxis],
res[’Financial Health’][returns.columns]. values[:, np.newaxis])

)

print (X.shape)

5 X = preprocessing.StandardScaler () . fit_transform (X)
s print (X.shape)

Se establece 3 como minimo niimero de activos que deben pertenecer al un cluster,
ya que se necesitan por lo menos dos o mas posibles combinaciones de activos para
poner a prueba posteriormente. Al implementar el algoritmo se debe tener en cuenta
la posible existencia de 409965 pares dentro de los datos disponibles, sin embargo
al llevar a cabo el clustering se descubren 10 clusters, con un total de 1674 posibles
pares para evaluar con el criterio de cointegracion. El cédigo que permiti6 llevar a
cabo el procedimiento previo fue el siguiente:
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clf = DBSCAN(eps=1.9, min_samples=3)
print (clf)

N

3 clf. fit (X)
4+ labels = clf.labels_
5 n_clusters_ = len(set(labels)) — (1 if —1 in labels else 0)

o print ("\nClusters descubiertos: %d" % n_clusters_)
s clustered = clf.labels_

) ticker_count = len(returns.columns)
print ("Posibles pares en el universo de activos: %d " % (ticker_countx(
ticker_count —1)/2))

clustered_series = pd.Series(index=returns.columns, data=clustered.flatten

0)

14+ clustered_series_all = pd.Series (index=returns.columns, data=clustered.
flatten ())
5 clustered_series = clustered_series[clustered_series != —1]

17 print(clustered_series_all .head(5))

19 CLUSTER_SIZE_LIMIT = 9999

20 counts = clustered_series.value_counts()

21 ticker_count_reduced = counts[(counts>1) & (counts<=CLUSTER_SIZE_LIMIT) ]

2 print ("Clusters formados: %d" % len (ticker_count_reduced))

3 print ("Pairs para evaluar o validar: %d" % (ticker_count_reduced *(
ticker_count_reduced —1)) .sum())

La siguiente gréfica fue construida fue por medio de t-distributed stochastic neigh-
bor embedding para reducir la dimensionalidad de los datos y permitir visualizar de
manera grafica los resultados del clustering de los activos en estudio, el siguiente
cuadro de codigo permite aplicar el t-SNE.

X_tsne = TSNE(learning_rate=1000, perplexity=25, random_state=1337).
fit_transform (X)

Se puede observar claramente la no inclusién de todos los activos dentro de los clus-

ters, esto se da porque el algoritmo descarta aquellos activos que solo generan ruido

en el cluster y no permiten llegar a la media 6ptima del cluster.

Los clusters no se construyen equitativamente con la muestra, por eso mismo es
necesario identificar como es la composicién de los clusters. El siguiente histograma
muestra que efectivamente el nimero minimo de activos por cluster es 3 y el max-
imo 27, asi mismo que la mayoria de activos se concentran en los primeros 4 clusters.

Como se habfa mencionado previamente, se tuvo en cuenta también el criterio de
cointegracién. Esto con el fin de que los pares con los que se van a trabajar sean
totalmente validos. Se aplicé el test de dos pasos propuesto por Engle-Granger (En-
gle et al., 1990) a todas las combinaciones posibles pares de activos presentes en los
clusters. Para ello fue necesario tomar una funcién que iterara todas las posibles
combinaciones de activos con el fin de evaluar la posible cointegracién y dado un
nivel de significacia del 5% se validara o no la potencial cointegracién entre los pares
de activos.

1 def find_cointegrated_pairs(data, significance=0.05):

2 n = data.shape[1]
3 score_matrix = np.zeros((n, n))
4 pvalue_matrix = np.ones((n, n))

keys = data.keys()
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FIGURA 3.1: DBSCAN Clustering
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pairs = []
for i in range(n):
for j in range(i+l, n):

S1 = data[keys[i]]

S2 = data[keys[j]]

result = coint(S1, S2)

score = result[0]

pvalue = result[1]

score_matrix[i, j] = score

pvalue_matrix[i, j] = pvalue

if pvalue < significance:

pairs.append ((keys[i], keys[j]))

return (score_matrix , pvalue_matrix, pairs)

cluster_dict = {}
for i, which_clust in enumerate(ticker_count_reduced.index):
tickers = clustered_series|[clustered_series == which_clust].index
score_matrix , pvalue_matrix, pairs = find_cointegrated_pairs (
pricing[tickers])

cluster_dict[which_clust] = {}

cluster_dict[which_clust][ "score_matrix’] = score_matrix
cluster_dict[which_clust ][ "pvalue_matrix "] = pvalue_matrix
cluster_dict[which_clust][ "pairs’] = pairs

Al realizar el test a todos los posibles pares presentes en los clusters, se valida la
existencia de 121 pares que cumplen ambos criterios con 72 activos no repetidos.

Debido a que se tiene una alta dimensionalidad de datos se repite el t-SNE con el fin
de visualizar los pares validados. La siguiente grafica muestra el relacionamiento
de los activos y se puede evidenciar que este procedimiento fue efectivo ya que los
activos solo se relacionan con otros activos que estén dentro de su mismo cluster.
Asi mismo es valido aclarar que la metodologia planteada bajo los dos criterios no
es redundante ya que se desecha un gran namero de posibles pares.
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FIGURA 3.2: Histograma Distribucién de los Activos en los Clusters
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3.3 Views: HMM

El objetivo de esta seccion es explicar el procedimiento de construccién de uno de los
input del modelo de asignacion de activos, la matriz de views o expectativas Q del
inversor. Serdn views totalmente referenciales, es decir en funcién del rendimiento
de otro activo.

En primera instancia es necesario estimar el HMM para todos los activos® por medio
del algoritmo EM. Las variables de entrada para el modelo seran los spread de pre-
cios de cierre, apertura, maximo y minimo (S¢, S¢, S{¥, S diarios de los pares de
compainias validadas anteriormente dentro del periodo del 1 de Enero del 2008 hasta
el 1 de Abril de 2018.

Se hara uso de la libreria hmmlearn, la cual que permite especificar parametros ini-
ciales y metodologias para estimar el HMM. Quantopian no tiene en su ecosistema
instalada dicha libreria, tiene la versién del HMM de sklearn, la cual no estima por
el algoritmo EM el modelo y no permite ajustar otros parametros necesarios. Por lo
anterior, se haré la estimacién de los views de manera local con datos de Bloomberg
para el periodo de estudio, lo cual podria llegar a ser un riesgo operativo a la hora de
integrar los resultados de diversas fuentes, sin embargo los resultados no se deberian
ver afectados ya que una de las fuentes de datos de Quantopian es Bloomberg..

Para automatizar el acceso a la informacién se construye un ciclo que cree un archivo
en Excel de tal forma que se aproveche el Bloomberg Query Languaje (BQL) para con-
struir archivos con la informacién necesaria para la construccién de los views. Para
ello, fue necesario construir las columnas con el nombre Dates y los campos nemotéc-
nicos del ultimo precio, precio de apertura, maximo y minimo* dentro de la funcién
BFieldInfo("CAMPO NEMOTECNICO"). Elultimo paso parala construccion del archivo

3De ahora en adelante se entendera como activo el spread entre los pares.
4pX_LAST , PX_OPEN, PX_HIGH,y PX_LOW respectivamente.
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FIGURA 3.3: T-SNE Pares Validados por Cointegracion
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en Excel® que contendrd el query para la informacién serd especificar el contenido
de la celda A2, es decir, en la posicién (1,0). El siguiente cuadro de cédigo muestra
la formula que debe contener esta celda para consultar el histérico de precios de la
ACCION_i con frecuencia diaria desde el afio 2000:

1 =BDH( "ACCION_i US Equity"; "PX_LAST,PX_OPEN,PX_HIGH,PX LOW" ; "2000—-01—-01";""
; "Dir=V";"Fill=B"; "Days=A"; "PeraM"; "Dts=S")

Los views estaran en funcién de los estados escondidos estimados por el HMM.
Se tiene el set de datos {X;(S§,S?, Sy*, Sy} }, el cual tiene m-estados dado que la
cadena de Markov C;(m) tiene m-estados. Por lo tanto, la primer decisién que es
necesario tomar, es identificar cual es niimero 6ptimo de estados escondidos. Este
procedimiento se realizara de tal forma que el modelo con m-estados escondidos que
minimiza los criterios de informacién de Akaike (Akaike, 1985) y Schwarz (Schwarz,
1978) e indicard cual es el niimero de estados 6ptimos m*, esta metodologia fue prop-
uesta por (Nguyen, 2018). Se utilizan estos criterios de informacién ya que tienen en

5Para que los archivos se generen correctamente es necesario realizar este proceso en una terminal
de Bloomberg con la cuenta abierta.
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cuenta el score del modelo y premian (penalizan) la parsimonia (complejidad) del
modelo estimado.

Teniendo el ntiimero de estados escondidos 6ptimos para la estimacién del mod-
elo m* para cada uno de los diferentes activos (spread de los pares), se procedera
a realizar la estimacién del HMM para cada caso, con el objetivo de pronosticar el
conjunto de precios para el siguiente periodo y con esto construir los views. Para re-
alizar pronéstico se utilizard la matriz de transicion de probabilidad denotada como
I' con el fin de predecir el siguiente estado y por consiguiente se calculara el valor
esperado futuro haciendo uso de una simulacién de montecarlo, calculando la difer-
encia del score del modelo dada la iteracién anterior respecto a la actual para prede-
cir el potencial cambio que existird en los precios para el siguiente periodo segtin la
metodologia de (Tenyakov, 2014).

Para replicar la metodologia explicada anteriormente es necesario iterar dentro de
un rango finito de posibles estados (de 2 a 50) la estimacién del modelo y por medio
de los criterios de informacién, determinar cual es el niimero de estados 6ptimos
para realizar pronosticos sobre los activos para la siguiente fecha. El siguiente cuadro
de cédigo permite identificar el niimero de estados 6ptimos:

for stock in stocks:
dataset = pd.read_excel (’xxxxx.xlsx’, sheet_name= stock)
dataset = dataset.dropna ()
dataset.colums = [ ’Date’, Close’, Open’, "High”, "Low ]
dates = dataset.iloc[:,0]
dataset = dataset.iloc[:,1:]
dataset = dataset.values
dataset dataset[:: —1]

dates = dates[:: —1]
predicted_stock_data = np.empty ([0, dataset.shape[1]])

likelihood_vect = np.empty([0,1])
aic_vect = np.empty([0,1])
bic_vect = np.empty([0,1])

for states in STATE_SPACE:

num_params = statesx**2 + states

model = hmm.GaussianHMM (n_components=states , covariance_type="full
", tol=0.0001, n_iter=NUM_ITERS)

model. fit (dataset [NUM_TEST: ,:])

if model.monitor_.iter == NUM_ITERS:
print(’Aumentar el numero de iteraciones”)
sys.exit (1)

likelihood_vect = np.vstack((likelihood_vect, model.score(dataset)

))

aic_vect = np.vstack((aic_vect, —2 * model.score(dataset) + 2 x
num_params) )

bic_vect = np.vstack ((bic_vect, —2 % model.score(dataset) +
num_params * np.log(dataset.shape[0])))

opt_states = np.argmin(bic_vect) + 2

print(’El numero optimo de estados es {}’.format(opt_states)) # 45:13
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Ahora es necesario estimar el modelo con el nimero de estados 6ptimos encontra-
dos previamente. Por ello es necesario entrenar el modelo con aproximadamente el
80% de la muestra y generar un ciclo que me permita capturar los pronosticos y con
ello tener un archivo organizado con los valores pronosticados para todas las fechas
de interés y los activos estudiados. El siguiente cuadro de cédigo permite replicar
este proceso, el cual serd vital para la generacion de los views:

for idx in reversed (range (NUM_TEST)):
train_dataset = dataset[idx + 1:,:]
test_data = dataset[idx,:];
num_examples = train_dataset.shape[0]
if idx == NUM_TEST — 1:
model = hmm.GaussianHMM (n_components=opt_states,
covariance_type="full’, tol=0.0001, n_iter=NUM_ITERS, init_params='stmc
")
else:
model = hmm.GaussianHMM (n_components=opt_states,
covariance_type="full ", tol=0.0001, n_iter=NUM_ITERS, init_params="")

model. transmat_ = transmat_retune_prior
model. startprob_ = startprob_retune_prior
model . means_ = means_retune_prior

model. covars_ = covars_retune_prior

model. fit (np. flipud (train_dataset))

if model. monitor_.iter == NUM_ITERS:
print ("Aumentar el numero de iteraciones’)
sys.exit (1)
iters = 1;
past_likelihood
curr_likelihood

[]
model. score (np. flipud (train_dataset[0:K — 1, :])

while iters < num_examples / K — 1:
past_likelihood = np.append(past_likelihood , model.score (np.
flipud (train_dataset[iters:iters + K— 1, :])))
iters = iters + 1

likelihood_diff_idx = np.argmin(np.absolute(past_likelihood —
curr_likelihood))

predicted_change = train_dataset[likelihood_diff_idx ,:] —
train_dataset[likelihood_diff_idx + 1,:]

predicted_stock_data = np.vstack ((predicted_stock_data, dataset|
idx + 1,:] + predicted_change))

forecast = pd.DataFrame ({ 'Fecha’: dates [:NUM_TEST], 'Close’:dataset|
range (NUM_TEST) ,0],
"Close_hat’: np.flipud(predicted_stock_data

"Open’:dataset[range (NUM_TEST) ,1],
"Open_hat’: np.flipud (predicted_stock_data

"High’: dataset[range (NUM_TEST) ,2],
"High_hat”: np.flipud (predicted_stock_data

‘Low’:dataset[range (NUM_TEST) ,3],
"Low_hat’: np.flipud (predicted_stock_data[:,3])
mape = calc_mape(predicted_stock_data, np.flipud(dataset[range(

NUM_TEST) ,:]))

print ('MAPE para el stock {} es ’.format(stock) ,hmape)
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Para ilustrar la capacidad predictiva de esta metodologia de pronostico, la siguiente
tigura permite observar el ajuste del pronostico del spread versus los precios de cierre
observados para una ventana de tiempo seguida y aleatoria de 100 dias, la cual es
Optima teniendo en cuenta las iteraciones de posibles ventanas que aconseja realizar
(Zhang, 2004) para potencializar la capacidad predictiva del modelo. La ventana fue
desde Agosto de 2018 hasta Enero de 2019.

FIGURA 3.4: Spread ATO US Equity - SCG US Equity
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Para tener una medida de incertidumbre media sobre los pronésticos se calculara el
error porcentual absoluto medio, que esta dado por la siguiente férmula:

1L S —5
MAPE = — t;‘:) 3
Por ejemplo, para el caso expuesto en la Figura anterior (ATO US Equity - SCG US
Equity) el MAPE es de 2.37%. Lo cual permite tener una banda de precios alrededor
de los pronosticados para hacer una posible construccién de los views, y su incer-
tidumbre.

Ahora, se utilizardn los pronésticos como views sobre los spreads. Con el fin de evi-
tar sobredimensionar la optimizacién se construirdn views referenciales, es decir, el
spread 1 tendrd mayor, menor o igual rendimiento respecto al spread 2; se organi-
zaran los views de pares de spreads aleatorios en archivos histéricos con el fin de
balancear el portafolio 6ptimamente dia a dia. Por tltimo es necesario organizar los
views de tal forma que sea posible construir las matrices Py Q para implementarlas
en el modelo de Black-Litterman, la siguiente funcién permite realizar el proceso de-
seado mientras los views esten dentro de una lista con formato de dictado indicando
la relacién (mayor, menor o igual) entre un activo y el de referencia:
def views_mtx(tickers , views):

r, ¢ = len(views), len(tickers)

Q = [views[i][3] for i in range(r)]

P = np.zeros([r, c])

tickersTolndex = dict ()

for i, n in enumerate(tickers):
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tickersToIndex[n] = i
for i, v in enumerate(views):
namel, name2 = views[i][0], views[i][2]
P[i, tickersTolndex[namel]] = +1 if views[i][1] == ">’ else —1
P[i, tickersTolndex[name2]] = —1 if views[i][1l] == ">’ else +1
return np.array(Q), P

3.4 Black-Litterman

Se cuenta con todos los inputs necesarios para aplicar el modelo de Black-Litterman
de forma iterativa durante todos los dias del periodo de estudio, capitalizacién de
mercado histérica, views referenciales histéricos y precios histéricos de los spreads.

Por lo tanto lo tnico que haria falta es determinar la tasa libre de riesgo 7 y el factor
de escalamiento 7. Para ello, se descargarén las tasas de los bonos de EEUU con
plazo de 10 afios para tener una proxy de la tasa libre de riesgo y el factor T sera 0.25
para evitar subestimar el factor (Meucci, 2010).

Cabe recordar que la estrategia se implementara desde el 1 de Diciembre de 2018
hasta el 1 de Abril de 2019, por lo tanto se estimaran los precios 6ptimos iterativa-
mente para cada uno de los dias que comprenden el periodo de interés. Asi mismo
es necesario tener claro el hecho que se esta utilizando una ventana de 500 dias, para
evitar sesgar el vector de retornos esperados y la matriz de covarianza. En el capi-
tulo Apéndices, en la primera seccién, se encuentran las funciones necesarias para
implementar el modelo y obtener los pesos 6ptimos para cada fecha.

3.5 Estrategia de Negociacion: Pairs Trading

Al tener los pesos 6ptimos calculados por medio del modelo de Black-Litterman
para cada activo (spread entre los pares), estos se utilizardn de manera prescriptiva
maés no absoluta. Es decir, como una recomendacién de limites de inversién para los
activos; es necesario tener en cuenta como es la estructura natural del activo:

Ay lap] = St[a] = Stp]

Luego, si se esta comprando el activo Ay [ ;) es lo mismo que comprar una unidad de
Stjq y vender una de S, ;) y cuando se dé el caso de venta sobre A, |, ;) se venderia
St Y compraria S; ).

La estrategia de trading de alta frecuencia se basard como antes se propuso, en pairs
trading. Se estimaré el estado escondido con el fin de identificar cambios de tenden-
cia y junto a medidas que permiten encontrar valores "extremos" como son los z-
scores (z) se emitirdn ordenes de compra y venta con frecuencia de minutos acogién-
dose a los limites en los pesos del portafolio total encontrados por medio de Black-
Litterman.

Para efectuar la estrategia de manera eficiente es necesario interpretar los estados
escondidos para evitar generar ordenes en el mercado que sean incongruentes.
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Ad u *
Gy zt= -1 watl[u'b]

order(Ay (5t = C"y Z=0 (3.1)
Au d *
Gy zf=1x WA,
Donde z" es el z-score superior (1 porque es a una desviacion estdndar de la media
que es 0 porque esta estandarizado el proceso) y z“ el inferior. De la misma forma
C¢ es el estado escondido estimado que indica que existira cambio de tendencia a la
baja y C} a la alza. Para las ordenes se maneja 1 para comprar y -1 para vender, mul-
tiplicado por el peso asignado para cada activo por el modelo de Black-Litterman.

3.6 Ensamblaje y Backtesting

Es necesario tener en cuenta que se esta trabajando con dos frecuencias de datos,
diarios y minutos. Se trabaja asi para alimentar el modelo de Black-Litterman con
precios diarios, gracias a que el rebalanceo del portafolio se realiza diariamente (ex-
cepto si las operaciones abiertas tienen ganancias acumuladas diarias que respeten
los limites recomendados por el modelo, tienen menos de cinco dias de abiertas y
no sufren una desvalorizacién de sus retornos diarios superior al ocho porciento),
mientras que se hace uso de datos intra-dia para ejecutar la estrategia de trading
sujeto a los limites diarios del modelo de portafolio. En resumen, el horizonte de
inversion es diario, pero la estrategia se ejecuta en minutos.

Para realizar el backtesting del algoritmo fue necesario acceder al ecosistema de al-
goritmos en la plataforma de Quantopian, la diferencia con el de investigacion es
poca, pero si es necesario manejar otras librerias y manejo l6gico de las estructuras.
Las librerias necesarias para trabajar son las siguientes:

import numpy as np
import pandas as pd

; import quantopian.optimize as opt

import quantopian.algorithm as algo

5 from sklearn .hmm import GaussianHMM

N

Numpy y Pandas para el manejo de datos y funciones matemaéticas, las librerias na-
tivas del ecosistema de algoritmos Algorithm y Optimize para formar el algoritmo
y poder realizar las optimizaciones del portafolio en tiempo reducido, por dltimo
la seccién descontinuada de HMM en Sklearn para poder estimar e interpretar los
estados escondidos de los activos.

Después de importar las librerias es necesario definir los pardmetros iniciales del
algoritmo, los cuales serdn los tickers de los activos, la ventana de tiempo para
calcular los z-scores y las indicaciones de operacién corta y larga. Asi mismo es
necesario indicar los horarios de activaciéon del algoritmo y ejecucién de las reglas.
Para inicializar el algoritmo en este ambiente se realiza definiendo funciones como
la siguiente:
def initialize (context):

schedule_function (handle_data, date_rules.every_day(), time_rules.

market_close (minutes=60))

set_commission (commission.PerTrade(cost=0.01))

context.expo = ExposureMngr(target_leverage = 4.0,

target_long_exposure_perc = 0.50, target_short_exposure_perc = 0.50)
context.holding_minutos = 7200
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context.stockl = symbol( 'BMY")

context.stockn = symbol('GIS")

context.stocks = [(context.stockl, context.stock2) ,...,(context.
stocknn, context.stockn)]

context.corto =1

context.largo = —1

context.horizonte = opt.g_day #174240
context.hmm window = 100

context.dia =1

context.corto_spread = False
context.largo_spread = False
context.num_pairs = len(context.stocks)

Después de realizar una optimizacién y balanceo del portafolio por medio de nu-
merosos backtestings se encontré que la ventana de tiempo 6ptima para que el mod-
elo tenga de referencia son 121 dias, es decir 174240 minutos. Asi mismo fue nece-
sario notificar que el algoritmo que su funcionamiento es hasta 1 hora antes que el
mercado cierre para evitar estar expuestos en cierta volatilidad de este periodo, in-
dicar el nimero méximo de minutos que se puede mantener abierta una posicién (5
dias,es decir, 7200 minutos), también especificar el costo por operacién de 1% y por
tltimo declarar el maximo grado de exposicién® (serd de 4 veces su valor de mer-
cado) del portafolio distribuido 50% para las posiciones cortas y 50% para las largas.

Posteriormente es necesario construir la columna del algoritmo, donde se encontrara
el llamado y manipulacién de los datos, y las reglas para operar. Para inicializar esta
seccion del algoritmo es necesario definir la funcién handle_data(context, data),
la cual se alimenta de los pardmetros definidos como context previamente. Ya que
se quiere realizar trading de alta frecuencia se hara llamada a los datos minuto a
minuto, si se quisiera llamar los precios de los tltimos 174240 minutos del primer
par de activos se realizaria el siguiente proceso:

def handle_data(context, data):

sl = context.stockl
s2 = context.stock?2
prices = data.history ([sl, s2], "price", context.horizonte, "Im”)

Es posible llamar los precios de cierre, apertura, minimo, méximo y volumen para
lapsos de tiempo de un minuto. Asi mismo se puede cambiar la frecuencia y ven-
tana de tiempo, por ejemplo, para identificar los estados escondidos del spread se
necesita correr el modelo con precios diarios para clasificar los intradia, para ello se
ejecuta la siguiente seccion dentro de la funciéon handle_data(context, data):

def handle_data(context, data):

prices_ = data.history([sl, s2], "price", 121, ’1d’)
p_open = data.history([sl, s2], "open", 121, ’1d")
p-max = data.history ([sl, s2], "high", 121, "1d”)
p_min = data.history ([sl, s2], "low", 121, ’1d’)
spread_real = prices_[sl] — prices_[s2]

spread_open = p_open[sl] — p_open[s2]

spread_max = p_max[sl] — p_max[s2]

spread_min p_min[sl] — p_min[s2]

®Ver capitulo Apéndices, seccién Cédigo de Funcién de Exposicién
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Con estos insumos ya es posible calcular el z-score minuto a minuto y entrenar el
modelo con los datos diarios pero estimar con los datos por minuto. Para evitar
restricciones de memoria se estiman los modelos con 10 iteraciones y los datos se
dejan en el formato especifico que exige la libreria para trabajar el modelo. El sigu-
iente cuadro de c6digo permite replicar el proceso previamente mencionado para el
mismo par de activos con los que se viene ejemplificando el trabajo del algoritmo:

def handle_data(context, data):

mean_ = np.mean(prices[sl] — prices[s2])

std_ = np.std(prices[sl] — prices[s2])
prices_ventana = prices.iloc[—context.dia:]
spread = prices_ventana[sl] — prices_ventana[s2]

X = np.column_stack ([ spread_real.values, spread_open.values,
spread_max.values, spread_min.values])
X = pd.DataFrame (X)

for k in X.columns:
X[k] = X[k]. fillna (X[k].mean())

X = X.values

model = GaussianHMM (context.opt_hmm_states, covariance_type="diag",
n_iter=10, means_weight=0.5)

model. fit ([X])

hmm = pd.DataFrame ({ "precio’:spread_real.values, "hmm’:model. predict (X)

1)
hmm _mean = hmm. groupby ( hmm’) .mean () . sort_values(’precio’,ascending=

True)

estados_up_dw = [hmm mean.index. tolist ()[—1], hmm_mean.index. tolist ()
[0]]

X_ = np.column_stack ([( prices[sl]—prices[s2]).values[—1], (pricesl[sl

]-prices1[s2]).values[—1], (prices2[sl]—prices2[s2]).values[—1], (
prices3[sl]—prices3[s2]).values[—1]])

El altimo paso es aplicar la estrategia propuesta en la ecuacién (2.1), conectando las
ordenes de compra con los pesos propuestos por el modelo de Black-Litterman para
el dia en que se esta operando. La interpretacién de los estados se realiza bajo un
criterio de organizacién por valores extremos, entonces al predecir el estado escon-
dido dados los datos en el minuto ¢, si el estado escondido resultante en ¢ es alguno
de los dos estados considerados valores extremos se abre la operacién dependiendo
de la ecuacion (2.1).

Es necesario tener en cuenta que los pesos calculados en Black-Litterman son pre-
scriptivos, por eso al generar la orden se permite un margen de error, que en este
caso es de 2%. Otra aclaracion necesaria es que se instauro como politica general del
algoritmo cerrar posiciones que estén asociadas a una perdida de 8%, es decir, tener
un stop loss equivalente a 8% independientemente del activo. El 2% de tolerancia al
error de los pesos y el 8% de stop loss se establecen asumiendo que el inversionista
tiene un perfil moderado de riesgo, estos criterios podrian ser modificados para otro
perfil de inversionista. Con el fin de ejemplificar un corto sobre el spread de los dos
activos con los que se ha mostrado el funcionamiento del algoritmo, la seccién del
c6digo que abriria el corto seria la siguiente:
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def handle_data(context, data):

sl_target_shares = —1
s2_target_shares =1
context.corto_spread[i] = True
context.largo_spread[i] = False

(sl_target_pct, s2_target_pct) = computeHoldingsPct(
sl_target_shares, s2_target_shares, s1[—1], s2[—1] )

context.target_weights[sl] = sl_target_pct * (2.0) * w_opt[p]l[q]

context.target_weights[s2] = s2_target_pct * (2.0) * w_opt[p]llq+1]

record (sl_pct=sl_target_pct, s2_pct=s2_target_pct)

allocate (context, data)

return

Para realizar el backtesting es necesario aprovechar la opcién de Quantopian lla-
mada Build Algorithm, la cual permite comprobar la viabilidad de su ejecucién y pos-
teriormente realizar un Run Full Backtest, el cual permitird comparar el rendimiento
del algoritmo contra el del indice S&P500 y obtener algunas metricas de riesgo y
desempefio. Quantopian trata de emular la realidad de tal forma que van a existir
ordenes que no sean efectivas en el mercado ya sea por restricciones de liquidez,
retraso en los precios de mercado y otros factores del mercado.

Para ilustrar los grandes requerimientos de procesamiento del algoritmo constru-
ido, el backtesting de un par activos dura aproximadamente 7 horas para el periodo
de Diciembre de 2018 hasta Abril del 2019 dado que se quieren obtener todas las
métricas y graficos interactivos. Se realizo el backtesting del algoritmo como si el
portafolio estuviera tinicamente conformado por ATO US Equity - SCG US Equity,
lo cual arrojo retornos de 360.62% en cuatro meses, con un apalancamiento maximo
de 2 veces para cortos y 2 para largos. La siguiente captura de pantalla contiene los
resultados del backtesting completo del par de activos mencionados anteriormente:

FIGURA 3.5: Backtesting ATO US Equity - SCG US Equity

mm > Backtest3 w2 W } Enter Contest

© 36062%

Para realizar el backtesting de los 121 pares encontrados en la seleccién de activos
fue necesario construir el algoritmo en el ambiente de algoritmos, utilizar la opcién
de Build Algorithm para testear la viabilidad del algoritmo, lo cual tuvo una duracién
aproximada de 27 horas. Para optimizar el proceso de backtesting, o realizarlo de
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una forma que requiriera menor tiempo, se generé un cédigo de algoritmo para re-
alizar la evaluacion del algoritmo en el ecosistema de investigacion, ya que tiene
mayor capacidad de procesamiento. Para realizar este proceso se requiere correr el
siguiente cédigo, teniendo el ID del algoritmo y estando en linea en la plataforma
de Quantopian:

algo_id = /XXXXXXXXXXXXXXXXXXXXXX
result = get_backtest(algo_id)

3 result.create_full_tear_sheet ()

result.preview (' risk ")

Gracias a este método, el backtesting tarda 16 horas. Los datos resultantes del back-
testing permiten acceder al historico del valor de mercado del portafolio, por lo tanto
al retorno histérico del portafolio administrado por el algoritmo. Organizando los
datos se construye la grafica de los retornos del portafolio (Figura 2.6), la cual per-
mite observar el excelente desemperio del algoritmo para este periodo de tiempo, se
logran materializar 487% de retornos versus 0.12% del indice S&P500.

FIGURA 3.6: Backtesting Final del Algoritmo - Rendimiento del
Portafolio

Rendimiento Portafolio (%)
[
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Conclusiones

La existencia de plataformas como Quantopian facilitan la investigacién y desar-
rollo en temas relacionados con trading algoritmico. Este trabajo aprovecha gran
parte de las funcionalidades de esta plataforma, sin embargo, al utilizar recursos ex-
ternos a la plataforma, como fueron los datos de Bloomberg y los archivos de views
histéricos, el algoritmo se expone a un riesgo operativo externo. Si bien es claro que
la integracion de los datos externos a Quantopian es posible, fue necesario realizar
este proceso con mucho detalle y precaucién, el menor cambio en la integracion de
los views podria haber generado un cambio considerable en la composicion de los
limites de los activos del portafolio.

Una de las ventajas que ofrece este algoritmo es la posibilidad de calibracién segin
el perfil de riesgo del inversionista que este dispuesto a utilizarlo. Por un lado se
puede calibrar el apalancamiento y el stop loss, y por el otro se puede aumentar o
disminuir el ntiimero de estados escondidos estimados por el HMM, con el fin de
volver més o menos flexible el criterio de decisién del algoritmo ante los valores ex-
tremos.

El rendimiento del algoritmo es destacable, dado que supera en rendimiento al
indice de referencia del mercado por mas de 485% en un periodo de tiempo rela-
tivamente reducido. Asi mismo, se tiene una exposicion moderada, un drawdown
totalmente controlado por el stop loss y el rebalanceo del portafolio periédicamente.
El algoritmo tiene muy buen desempefio en términos de retornos, sin embargo po-
dria mejorar su efectividad en la ejecucién de operaciones, ya que para el caso del
par de activos con los que se ejemplifico en el pasado capitulo, el méaximo! retorno
posible era 814.85% para el periodo de estudio y se alcanzo solamente 360.62%.

Es claro que la exposicién al mercado de Estados Unidos es alta por la composicién
del portafolio (tnicamente en activos del mercado de E.E.U.U), sin embargo, esta se
podria mitigar ampliando la seleccién de activos ingresando datos de otros merca-
dos?. La estrategia implementada para minimizar el riesgo para este trabajo fue no
enfocarse en industrias particulares, sino aprovechar todo el universo de activos y
por lo tanto diversificar la composicién del portafolio para evitar concentracién en
sectores especificos y ademads aprovechar modelos como el de Black-Litterman como
guia de donde ubicar el capital de forma 6ptima dadas unas perspectivas calculadas
con el pronostico del HMM.

Dado que se hubieran aprovechado todas las oportunidades de inversion perfectamente.
2Este proceso seria externo, ya que Quantopian tiene datos tinicamente del mercado esta-
dounidense.
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4.1 Trabajo Futuro

Actualmente se esta trabajando en como mejorar la estimacién de la matriz de prob-
abilidades de transiciéon o proponer una nueva estimacion de esta matriz I' de tal
forma que la probabilidad contemple la secuencia de estados escondidos pasados y
se introduzca un marco de agotamiento que indique cuando es inminente un cambio
de estado dado que la secuencia de ese mismo estado esta agotada o llego al maximo.
El objetivo seria tener una alternativa de matriz de transicién de probabilidad rela-
jando algunos supuestos, pero incorporandola al modelo original.Sus componentes
i, j estarian representados por la siguiente ecuacion:

7ij(t) = P(Cris {Cr g1 = iAmax{{Cli_r. o1 = i})

donde se tiene la secuencia de estados desde T —s — 1 hasta t + s y el maximo
ndamero de veces que la secuencia ha repetido el estado i para una ventana de tiempo
determinada.

La metodologia propuesta anteriormente podria llegar a modificar algunos de los re-
sultados, para evitar asumir que la probabilidad de cambio de estados no dependa
de la secuencia histdrica, lo cual permitiria mejorar el criterio de decisién de inver-
sion por parte de la estrategia de este trabajo.

Por otro lado, se podria mejorar el algoritmo implementando modelos de riesgo que
regulen y determinen la toma de decisiones de inversién. Asi mismo, serfa éptimo
la inclusién de mercados extranjeros para evitar estar sobre-expuesto a un solo pais.
De igual forma, encontrar el apalancamiento 6ptimo dados unos criterios de riesgo
podria llegar a mejorar el rendimiento del algoritmo.

Teniendo en cuenta la alta capacidad predictiva del modelo HMM, se esta trabajando
en la estimacion de bandas de precios para implementar estrategias con opciones de
venta de volatilidad, lo cual podria llevar al algoritmo a empezar a trabajar con
derivados.
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Apendice

5.1 Cédigo Black-Litterman

def

def

def

def

def

port_mean (W, R):
return sum(R * W)
port_var(W, C):
return np.dot(np.dot(W, C), W)
port_mean_var (W, R, C):
return port_mean (W, R), port_var(W, C)
solve_frontier (R, C, rf):
def fitness(W, R, C, r):
mean, var = port_mean_var(W, R, C)
penalty = 100 * abs(
mean — r)
return var + penalty
frontier_mean , frontier_var = [], []
n = len(R)
for r in np.linspace (min(R), max(R), num=20):
W = np.ones([n]) / n
b_ = [(0, 1) for i in range(n)]

c_ = ({'type’: ’eq’, ’fun’: lambda W: sum(W) — 1.})

39

optimized = scipy.optimize.minimize(fitness , W, (R, C, r), method=

"SLSQP’, constraints=c_, bounds=b_)

frontier_mean .append(r)

frontier_var .append(port_var (optimized.x, C))
return np.array (frontier_mean), np.array(frontier_var)
solve_weights (R, C, rf):
def fitness(W, R, C, rf):

mean, var = port_mean_var(W, R, C)

util = (mean — rf) / np.sqrt(var)

return 1 / util
n = len(R)
W = np.ones([n]) / n
b_ = [(0., 1.) for i in range(n)]
c_ = ({'type’: ’eq’, ’fun’: lambda W: sum(W) — 1.})
optimized = scipy.optimize.minimize(fitness , W, (R, C, rf), method="
SLSQP’, constraints=c_, bounds=b_)
if not optimized.success: print(’Ojo con los pesos”’)
return optimized.x

class Result:

def __init__(self , W, tan_mean, tan_var, front_mean, front_var):
self W=W
self .tan_mean=tan_mean
self.tan_var=tan_var
self . front_mean=front_mean
self.front_var=front_var
def optimize_frontier (R, C, rf):
W = solve_weights (R, C, rf)
tan_mean, tan_var = port_mean_var(W, R, C)
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45 front_mean, front_var = solve_frontier (R, C, rf)

16 return Result(W, tan_mean, tan_var, front_mean, front_var)

47 def display_assets(names, R, C, color="black’):

48 plt.scatter ([C[i, i] %x .5 for i in range(n)], R, marker="x",
color=color)

49 for i in range(n):

50 plt.text(C[i, i] *x .5, R[i], ~ %s’ % names[i],
verticalalignment="center’, color=color)

51 def display_frontier(result, label=None, color="black”):

52 plt.text(result.tan_var ** .5, result.tan_mean, ’ tangent’,
verticalalignment="center’, color=color)

53 plt.scatter (result.tan_var *x .5, result.tan_mean, marker="0",

color=color)

54 plt.plot(result.front_var %% .5, result.front_mean, label=label,
color=color)

55 def load_data () :

56 syymbols = sym_finales

57 cap = dictado_final

58 n = len(syymbols)

59 prices_out, caps_out = [], []

60 for s in syymbols:

61 dataframe001 = get_pricing(

62 symbols=[tickers[ a’]. tolist () [tickers[’sym’]. tolist () .index(s
)], tickers[’b’]. tolist () [tickers[’sym’]. tolist ().index(s)]],

63 fields="close_price’,

64 start_date=pd.Timestamp (study_date) — pd.DateOffset(months=25)

65 end_date=pd.Timestamp (study_date))

66 dataframe = pd.DataFrame(dataframe001)

67 dataframe[ 'close’] = dataframe.iloc[:,0] — dataframe.iloc|[:,1]

68 prices = list (dataframe[ close’])[—500:]

69 prices_out.append(prices)

70 caps_out.append(cap[s])

71 return symbols, prices_out, caps_out

72 namees, prices, caps = load_data()

7 n = len(sym_finales)

72+ namees = sym_finales

75 def assets_historical_returns_and_covariances(prices):

76 prices = np.matrix(prices)

77 rows, cols = prices.shape

78 returns = np.empty([rows, cols — 1])

79 for r in range(rows):

80 for ¢ in range(cols — 1):

81 p0, pl = prices[r, c], prices[r, c + 1]
82 returns[r, c] = (pl / p0) — 1

83 expreturns = []

84 for r in range(rows):

85 expreturns.append (np.mean(returns[r]))
86 covars = np.cov(returns)

87 expreturns = np.array (expreturns)

88 expreturns = (1 + expreturns) *x 252 — 1
89 covars = covars * 252

90 return expreturns, covars

91 W = np.array(caps) / sum(caps)

2 R, C = assets_historical_returns_and_covariances (prices)

o3 rf = .0425

9+ display (pd.DataFrame ({ 'Return’: R, "Weight (based on market cap)’: W},
index=namees) .T)

o5 resl = optimize_frontier (R, C, rf)

9 display (pd.DataFrame ({ "Weight_ 0": W, "Weight_opt’: resl .W}, index=namees).T
)

97 mean, var = port_mean_var(W, R, C)
9 Imb = (mean — rf) / var
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Pi = np.dot(np.dot(Imb, C), W) o
res2 = optimize_frontier (Pi+rf, C, rf)
display (pd.DataFrame ({ "Weight_0": W, "Weight_opt_0": resl.W, "Weight_opt_1":
res2 W}, index=namees) .T)
def views_mtx(tickers , views):
r, ¢ = len(views), len(tickers)
Q = [views[i][3] for i in range(r)]
P = np.zeros([r, c])
tickersToIndex = dict()
for i, n in enumerate(tickers):
tickersToIndex[n] = i
for i, v in enumerate(views):
namel, name2 = views[i][0], views[i][2]
P[i, tickersTolndex[namel]] = +1 if views[i][1l] == ">
P[i, tickersTolndex[name2]] = —1 if views[i][1l] == ">
return np.array(Q), P
views = pd.read_excel(’views_hist_tesis.xlsx’,6sheetname=fecha_int). tolist
O
Q, P = create_views_and_link_matrix (namees, views)
print (’Views Matrix ")
display (pd.DataFrame ({ "Views " :Q}) )
print ('Link Matrix ")
display (pd.DataFrame (P))
tau = .025
omega = np.dot(np.dot(np.dot(tau, P), C), np.transpose(P))
sub_a = np.linalg.inv(np.dot(tau, C))
sub_b = np.dot(np.dot(np.transpose(P), np.linalg.inv(omega)), P)
sub_c = np.dot(np.linalg.inv(np.dot(tau, C)), Pi)

’

else —1
else +1

’

5 sub_d = np.dot(np.dot(np.transpose(P), np.linalg.inv(omega)), Q)

Pi_adj = np.dot(np.linalg.inv(sub_a + sub_b), (sub_c + sub_d))
res3 = optimize_frontier(Pi_adj + rf, C, rf)

display (pd.DataFrame ({ "Weight’: res2 .W, "Weight_Adj’: res3 .W}, index=namees
)-T)

5.2 Cédigo de Funcién de Exposicion

class ExposureMngr(object):
def __init__(self, target_leverage = 4.0, target_long_exposure_perc =
0.50, target_short_exposure_perc = 0.50):
self . target_leverage target_leverage
self . target_long_exposure_perc target_long_exposure_perc
self.target_short_exposure_perc target_short_exposure_perc
self .short_exposure 0.0
self .long_exposure 0.0
self.open_order_short_exposure = 0.0
self .open_order_long_exposure 0.0
def get_current_leverage(self, context, consider_open_orders = True):

curr_cash = context.portfolio.cash — (self.short_exposure * 2)
if consider_open_orders:
curr_cash —= self.open_order_short_exposure
curr_cash —= self.open_order_long_exposure
curr_leverage = (context.portfolio.portfolio_value — curr_cash) /

context.portfolio.portfolio_value
return curr_leverage
def get_exposure(self, context, consider_open_orders = True):
long_exposure, short_exposure = self.get_long_short_exposure (
context, consider_open_orders)
return long_exposure + short_exposure
def get_long_short_exposure(self, context, consider_open_orders = True
) :

long_exposure = self.long_exposure
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22 short_exposure = self.short_exposure

23 if consider_open_orders:

2 long_exposure += self.open_order_long_exposure

25 short_exposure += self.open_order_short_exposure

26 return (long_exposure, short_exposure)

27 def get_long_short_exposure_pct(self, context, consider_open_orders =
True, consider_unused_cash = True):

28 long_exposure, short_exposure = self.get_long_short_exposure(
context , consider_open_orders)

29 total_cash = long_exposure + short_exposure

30 if consider_unused_cash:

31 total_cash += self.get_available_cash (context,
consider_open_orders)

32 long_exposure_pct = long_exposure / total_cash if total_cash >
0 else 0

33 short_exposure_pct = short_exposure / total_cash if total_cash >
0 else 0

34 return (long_exposure_pct, short_exposure_pct)

35 def get_available_cash(self, context, consider_open_orders = True):

36 curr_cash = context.portfolio.cash — (self.short_exposure * 2)

37 if consider_open_orders:

38 curr_cash —= self.open_order_short_exposure

39 curr_cash —= self.open_order_long_exposure

40 leverage_cash = context.portfolio.portfolio_value * (self.
target_leverage — 1.0)

41 return curr_cash + leverage_cash

) def get_available_cash_long_short(self, context, consider_open_orders
= True):

43 total_available_cash = self.get_available_cash (context,
consider_open_orders)

44 long_exposure = self.long_exposure

45 short_exposure = self.short_exposure

46 if consider_open_orders:

17 long_exposure += self.open_order_long_exposure

48 short_exposure += self.open_order_short_exposure

49 current_exposure = long_exposure + short_exposure +
total_available_cash

50 target_long_exposure = current_exposure x self.
target_long_exposure_perc

5 target_short_exposure = current_exposure * self.
target_short_exposure_perc

52 long_available_cash = target_long_exposure — long_exposure

53 short_available_cash = target_short_exposure — short_exposure

54 return (long_available_cash, short_available_cash)

55 def update(self, context, data):

56 self .open_order_short_exposure = 0.0

57 self .open_order_long_exposure = 0.0

58 for stock, orders in get_open_orders().iteritems():

59 price = data.current(stock, ’“price’)

60 if np.isnan(price):

61 continue

62 amount = 0 if stock not in context.portfolio.positions else
context.portfolio.positions[stock ].amount

63 for oo in orders:

64 order_amount = oo.amount — oo. filled

65 if order_amount < 0 and amount <= 0:

66 self.open_order_short_exposure += (price * —
order_amount)

67 elif order_amount > 0 and amount >= O0:

68 self.open_order_long_exposure += (price =x
order_amount)

69 self .short_exposure = 0.0

70 self .long_exposure 0.0



5.2.

Cédigo de Funcion de Exposicion
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for stock, position in context
amount = position.amount
last_sale_price = position
if amount < 0:
self .short_exposure +=
elif amount > 0:
self .long_exposure +=

.portfolio. positions.iteritems () :
.last_sale_price
(last_sale_price * —amount)

(last_sale_price * amount)
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